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摘要:目的　 通过深度相机和神经网络估计人在直线行走时髋、膝和踝关节的屈伸力矩。 方法　 利用光学运动捕

捉系统、测力板和 Azure
 

Kinect 深度相机采集 20 个人的步态信息,受试者被要求以其偏好的步行速度直线行走,同
时踏在测力板上。 并利用 Visual

 

3D 仿真得到关节力矩作为参考值,分别训练人工神经网络( artificial
 

neural
 

network,ANN)模型与长短期记忆( long
 

short-term
 

memory,LSTM)模型进行关节力矩估计。 结果 　 ANN 模型估计

髋、膝和踝关节的关节力矩的相对均方根误差( relative
 

root
 

mean
 

square
 

error,rRMSE) 分别为 15. 87% ~ 17. 32% 、
18. 36% ~ 25. 34% 和 14. 11% ~ 16. 82% ,相关系数分别为 0. 81 ~ 0. 85、0. 69 ~ 0. 74 和 0. 76 ~ 0. 82。 LSTM 模型具有更

好的估计效果,rRMSE 分别为 8. 53% ~ 12. 18% 、14. 32% ~ 18. 78% 和 6. 51% ~ 11. 83% ,相关系数分别达到了 0. 89 ~
0. 95、0. 85~ 0. 91 和 0. 90~ 0. 97。 结论　 本文证实了利用深度相机和神经网络无接触估计人体下肢关节力矩方案

的可行性,其中 LSTM 模型具有更佳的表现。 关节力矩估计结果与现有研究相比具有更好的精度,潜在应用场景包

含远程医疗、个性化康复方案制定以及矫形器辅助设计等。
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Abstract:
 

Objective　 To
 

estimate
 

the
 

flexion
 

and
 

extension
 

torques
 

of
 

the
 

hip,
 

knee,
 

and
 

ankle
 

joints
 

during
 

straight-line
 

walking
 

using
 

depth
 

cameras
 

and
 

neural
 

networks.
 

Methods　 Gait
 

information
 

was
 

collected
 

from
 

20
 

individuals
 

using
 

an
 

optical
 

motion
 

capture
 

system,
 

force
 

plates,
 

and
 

an
 

Azure
 

Kinect
 

depth
 

camera.
 

The
 

subjects
 

were
 

asked
 

to
 

walk
 

straight
 

at
 

their
 

preferred
 

speed
 

while
 

stepping
 

on
 

the
 

force
 

plates.
 

The
 

joint
 

torques
 

were
 

obtained
 

using
 

visual
 

3D
 

simulation
 

as
 

a
 

reference
 

value,
 

and
 

an
 

artificial
 

neural
 

network
 

(ANN)
 

and
 

long
 

short-term
 

memory
 

(LSTM)
 

network
 

were
 

trained
 

to
 

estimate
 

the
 

joint
 

torques.
 

Results　 The
 

relative
 

root
 

mean
 

square
 

errors
 

( rRMSEs)
 

of
 

the
 

ANN
 

model
 

for
 

estimating
 

the
 

joint
 

torques
 

of
 

hip,
 

knee,
 

and
 

ankle
 

were
 

15. 87% -17. 32% ,
 

18. 36% - 25. 34% ,
 

and
 

14. 11% - 16. 82% ,
 

respectively,
 

and
 

the
 

correlation
 

coefficients
 

were
 

0. 81- 0. 85,
 

0. 69 - 0. 74
 

and
 

0. 76 - 0. 82,
 

respectively.
 

The
 

LSTM
 

model
 

had
 

a
 

better
 

estimation
 

effect,
 

with
 

rRMSEs
 

of
 

8. 53% -12. 18% ,
 

14. 32% -18. 78% ,
 

and
 

6. 51% -11. 83% ,
 

and
 

correlation
 

coefficients
 

of
 

0. 89- 0. 95,
 

0. 85-0. 91
 

and
 

0. 90-0. 97,
 

respectively.
 

Conclusions　 This
 

study
 

confirms
 

the
 

feasibility
 

of
 

using
 

a
 

depth
 

camera
 

and
 

neural
 

network
 

for
 

noncontact
 

estimation
 

of
 

lower
 

limb
 

joint
 

torques,
 

and
 

LSTM
 

has
 

a
 

better
 

performance.
 

054



Compared
 

with
 

existing
 

studies,
 

the
 

joint
 

torque
 

estimation
 

results
  

have
 

better
 

accuracy,
 

and
 

the
 

potential
 

application
 

scenarios
 

include
 

telemedicine,
 

personalized
 

rehabilitation
 

program
 

development,
 

and
 

orthosis-
assisted

 

design.
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　 　 人体动力学分析在生物力学领域有着广泛的

应用[1-2] 。 例如:分析人体运动和评估关节置换和

假肢的效果[3-4] ,或应用于人体运动控制研究和机

器人技术[5-6] 。 在人形机器人和外骨骼机器人的开

发中,计算人体关节力矩可以让外骨骼机器人更加

贴合人的动作,更好开展人机交互[7] 。
关节力矩计算是人体动力学分析中非常重要

的部分,通常是通过光学运动捕捉系统测量人体运

动时的各项运动学参数,同时利用测力板测量地面

反作用力( ground
 

reaction
 

force,
 

GRF) 以及地面接

触点。 在获取这些信息后,采用生物力学仿真软件

建立人体肌肉骨骼模型,计算人体各个关节的力

矩[8] 。 关节力矩计算的方法在精度上最高,被认为

是步态动力学分析的黄金标准;但其设备成本和对

实验环境的要求都很高,实验全过程中需要在测力

板上进行。
为了解决测力板价格昂贵和不方便携带的问

题,有研究者采取了光学运动捕捉[9-11] 或者惯性传

感器[12-13]获取步态过程中运动学参数来估计 GRF
的方法。 这些方法让受试者的活动范围更大,同时

成本也有所降低。
从现有研究来看,步态动力学评估的应用场景

都是专业的实验室或者医院,实验设备具有较高的

成本且不便于携带,动力学分析过程也需要医生有

一定的知识储备。 随着步态分析在康复领域的广

泛应用和人们对康复需求的增加,步态分析的效率

和便捷程度也更为重要。 深度相机成本较低,部署

方便,可以同步采集 RGB 图像信息和三维场景的深

度信息,其中包含的关键点检测算法可以获取人体

各个关键点在深度相机坐标系下的三维坐标,广泛

应用于三维重建和运动捕捉领域[14] 。 本文提出了

一种新的步态动力学测量方法,利用神经网络和

Azure
 

Kinect 深度相机对人体步行时的关节力矩进

行估计。 本文尝试了两种神经网络:人工神经网络

(artificial
 

neural
 

network,ANN) 和长短期记忆( long
 

short-term
 

memory,LSTM)模型。 该方法潜在的应用

领域主要为家庭远程步态动力学评估,帮助减轻医院

的负担,并提升医生诊断和制定康复方案的效率。

1　 材料与方法

1. 1　 实验方案

　 　 考虑到性别可能对下肢关节力矩有一定影响,
招募 10 名男性和 10 名女性志愿者进行步态测量。
志愿者均为没有肌肉骨骼疾病病史的健康人,年龄

(19. 8 ± 0. 9 ) 岁, 身高 ( 166. 6 ± 9. 6 ) cm, 体质量

(60. 6±10. 8)kg。 所有受试者均被告知实验程序,
并签署实验的知情同意书。 本研究获得了上海交

通大学伦理委员会的批准(E2022313I)。
实验在步态实验室中进行,该实验室配备了 1 个

步态测量系统,包括 8 台 Vicon
 

MX 摄像机(Oxford
 

Metrics 公司, 英国)、 1 台 Azure
 

Kinect 深度相机

(Microsoft 公司,美国)和 3 块 AMTI
 

400600 测力板

(AMTI 公司,美国)。 标记轨迹以 100
 

Hz 频率记录,
GRF 以 1

 

kHz 频率同步记录。 深度相机距离测力板

2. 4
 

m,高度为 1. 2
 

m,确保深度相机的工作范围覆盖

在测力板行走的全过程,以 30
 

Hz 记录[见图 1(a)]。

图 1　 实验场地和光学标记点位置

Fig. 1　 Experimental
 

site
 

and
 

optical
 

marker
 

locations　
(a)

  

Experimental
 

site,
 

(b)
 

Optical
 

marker
 

locations

人体被划分成 15 个肢段,每个肢段上安装 1 个

光学运动捕捉刚体,使用弹性带固定。 4 个反光标

记固定在 1 个刚性体上,方便后续数据处理时进行

补点等操作。 根据国际生物力学学会( ISB) 的建

议[15] ,在 解 剖 标 记 点 上 粘 贴 光 学 标 记 点 [ 见

图 1(b)]。 在准备好实验设备后,受试者被要求以

其偏好的步行速度行走,同时踏在测力板上,重复

该行走 5 次。
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1. 2　 数据处理

　 　 数据处理流程如下:Vicon 采集的光学运动捕

捉数据利用 Qualisys
 

Track
 

Manager 进行点的命名和

补点操作生成. c3d 文件。 采用 Visual
 

3D 仿真获得

关节力矩,力矩对体重进行了归一化,并通过截至

频率为 6
 

Hz 的 Butterworth 低通滤波器进行滤波。
步行过程中各关节角度的四元数由 Azure

 

Kinect
 

API 计算得到,将四元数转化为欧拉角获取每个关

节屈伸角度,并用五阶 Butterworth 低通滤波器(截

止频率 6
 

Hz)进行滤波。
在数据的同步上,将来自光学运动捕捉系统和

深度相机的数据转换到同一坐标系后,通过步行中

关节坐标的峰值手动同步。 其中,各个坐标系的转

换矩阵通过 1 个格子边长为 15
 

mm 的 12×9 棋盘格

标定板来确定。 将 4 个光学标记点放置在棋盘格

的 4 个角点,Vicon 系统可以确定这 4 个点的空间

坐标。 根据 4 个点的坐标确定棋盘格平面,得到棋

盘格中每个角点在光学运动捕捉系统坐标系下的

空间坐标。
Vicon 系统中的光学标记点在 Azure

 

Kinect 深度

图中表现为噪点不会对角点定位造成影响,通过

OpenCV 库获取在深度相机 2D 彩色图像中棋盘格角

点位置即角点的像素坐标,再利用 Azure
 

Kinect
 

SDK
提供的映射器函数,从深度图中获取 4 个棋盘格角点

在深度相机坐标系下的空间坐标。 根据 4 个点的坐

标,确定深度相机坐标系中的棋盘格平面以及各角点

的坐标。 确定两个坐标系中的棋盘格平面后,通过奇

异值分解的方式计算两个坐标系之间的转换关

系[16] ,从而对齐两个坐标系(见图 2)。

图 2　 数据处理流程

Fig. 2　 Flow
 

of
 

data
 

processing

1. 3　 神经网络选择和输入参数确定

考虑到步态是一种时间序列,其动力学分析中

包含非线性的动力学模型,以及样本数量较少,本
文采用适合拟合非线性模型的 ANN 和能够挖掘数

据中的时序信息和语言信息的循环神经网络

(recurrent
 

neural
 

networks,RNN)估计关节力矩。 其

中,RNN 模型在时间序列较长时会产生梯度弥散,
故选择能解决这一问题的 LSTM 网络。

神经网络输入参数根据动力学模型确定。
Fujimoto 等[18] 提到了一种双足机器人的动力学模

型(见图 3),可以根据运动学参数和 GRF 较好计算

关节力矩,其方程如下:
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式中:p··
0为全局坐标系原点指向机器人坐标系原点的

向量;q··
0为机器人基座绕3个坐标轴旋转的角度;q··

0为

下肢 6个关节点的关节角度构成的向量;τ 为 6 个关

节力矩构成的向量;FR 和 FL 分别为作用于右脚和左

脚的 GRF;NR 和 NL 分别为 GRF 作用于右脚和左脚

形成的力矩;H 和 B 分别为惯性矩阵和非线性项矩

阵;JR 和 JL 分别为将右脚和左脚的 GRF 和力矩转化

为相应关节力矩贡献的雅克比矩阵;xR 和 xL 分别为

从机器人坐标系原点到右脚和左脚的向量。

图 3　 双足机器人动力学模型

Fig. 3　 Bipedal
 

robot
 

dynamics
 

model

在人体步态分析中,模型中的机器人坐标系原

点视为骨盆中心,机器人基座为骨盆,全局坐标系

为深度相机坐标系。 由于步态主要是矢状面内的

运动,计算关节力矩的公式可以简化,提取式(1)中

最后一行计算关节力矩得到:
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式中: H3,B3,KR,KL 表示式(1)最后一行计算时对

应矩阵的合并,由于只考虑矢状面的运动, p0 和 f
(GRF)只考虑 x 和 z 轴方向,力矩 N 和欧拉角 q 只

考虑 y 轴方向,方程左侧为估计关节力矩所需的运

动学参数。 此外,根据已有研究,下肢关节力矩与

人步行的速度有关[19] 。 因此,将 p·x0
、p·z0

、q·y0
和 q· 加

入神经网络的输入参数中。同时,步行过程是一个

时间序列,步行过程中各关节角度和相对位置决定

了该时刻在 1 个完整步态中所处的位置,对预测

1 个完整步态中的各个时刻关节力矩有一定帮助。
因此,将 px0

、pz0
、qy0

和 q 加入神经网络的输入参数

中。 考虑到年龄和性别可能也会对下肢关节力矩

有一定影响,计算各个关节力矩和年龄性别的相关

系数。 结果显示,相关系数均小于 0. 1,推测是受试

者较少同时年龄相近导致。 因此,本文没有将年龄

和性别作为神经网络的输入参数。 最终确定神经

网络的输入变量, 一共包含 27 个输入参数 ( 见

表 1)。

表 1　 神经网络输入参数

Tab. 1　 Neural
 

network
 

input
 

parameters

变量 变量含义

px0
/ mm

 

骨盆中心在深度相机坐标系中 x 轴方向坐标

p·x0
/ (m·s-1 ) 骨盆中心在深度相机坐标系中沿 x 轴方向速度

 

p··
x0

/ (m·s-2 ) 骨盆中心在深度相机坐标系中沿 x 轴方向加速度
 

pz0 / mm
 

骨盆中心在深度相机坐标系中 z 轴方向坐标
 

p·z0
/ (m·s-1 ) 骨盆中心在深度相机坐标系中沿 z 轴方向速度

 

p··
z0

/ (m·s-2 ) 骨盆中心在深度相机坐标系中沿 z 轴方向加速度
 

qy0
/ ( °) 骨盆绕 y 轴旋转角度

 

q·y0
/ [(°)·s-1 ] 骨盆绕 y 轴旋转角速度

 

q··
y0

/ [(°)·s-2 ] 骨盆绕 y 轴旋转角加速度
 

q / ( °) 下肢六关节绕 y 轴旋转角度
 

q· / [(°)·s-1 ] 下肢六关节绕 y 轴旋转角速度
 

q·· / [(°)·s-2 ] 下肢六关节绕 y 轴旋转角加速度
 

　 　 注:下肢六关节分别为左右踝、膝、髋关节。

1. 4　 ANN 关节力矩估计

　 　 ANN 由大量的节点之间相互连接构成,其中每

个节点代表一种输出函数,两个节点间的连接代表

通过该连接信号的权值。 本文利用 Pytorch 深度学

习框架建立了 1 个 ANN 模型,该模型由两个隐藏层

构成,第 1 个隐藏层包含 15 个隐藏层节点,第 2 个

隐藏层包含 8 个隐藏层节点,该结构参考了已有研

究中神经网络结构[11] 和根据估计误差进行优化的

结果。 激活函数设置为线性整流函数 ( rectified
 

linear
 

unit,
 

Relu),防止训练过程中出现梯度消失的

现象。 学习率设置为 0. 001,单个样本中帧数为 50
帧,一共训练 2

 

000 轮,批尺寸为 100。 如果在 50 轮

训练中验证集精度没有提升则停止训练,防止神经

网络出现过拟合。 优化器设置为 Adam,损失函数

为 MSELoss。 构建好神经网络后,由于光学运动捕

捉的部分数据存在标记点轨迹缺失较多的情况,影
响动力学分析的质量,故选取 15 人的数据作为数据

集,每人包含 5 组步态数据。 其中,训练集占比

80% ,验证集占比 10% ,测试集占比 10% 。
1. 5　 LSTM 关节力矩估计

　 　 LSTM 模型在每个时间步 t 的隐藏状态或记忆

状态,是 LSTM 模型的细胞状态,也被称为长期记

忆,用于存储和传递序列中的长期信息(见图 4)。
则:

ft = σ(Wf·[ct-1,ht-1,xt] + bf) (3)
it = σ(Wi·[ct-1,ht-1,xt] + bi) (4)
ot = σ(Wo·[ct,ht-1,xt] + bo) (5)

式中: ft,it,Ot 分别表示遗忘门、输入门和输出门; W
为不同门的权重; b 为不同门的偏置值。

图 4　 LSTM 结构示意图

Fig. 4　 Diagram
 

of
 

LSTM
 

structure

实验中采用两层隐藏层的 LSTM 模型对关节力

矩进行估计,每一层包含 128 个隐藏层节点,在时间
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上选取前 20 帧的运动学数据来估计后一帧的关节

力矩,Droupout 的概率设置为 0. 3,批尺寸、训练轮

数、学习率、优化器、损失函数和数据集与 ANN 的设

置相同。

2　 结果

　 　 模型预测效果评价参数包含皮尔逊相关系数

( r)、均方根误差(root
 

mean
 

square
 

error,
 

RMSE)和

相对均方根误差 ( relative
 

root
 

mean
 

square
 

error,
 

rRMSE)。 其中,皮尔逊相关系数的相关阈值定义为

差( r < 0. 4)、 中等 ( r = 0. 40 ~ 0. 74) 和优秀 ( r ≥
0. 75) [20] ;RMSE 和 rRMSE 的计算公式如下:

RMSE = 1
N (∑

N

i = 1
(ypredicted( i) - ylabel( i)) 2 ) (6)

rRMSE = RMSE
( max

1≤i≤N
ylabel( i) - min

1≤i≤N
ylabel( i))

(7)

式中: N 为采样点数量; i 为采样点序号; ypredicted 为

神经网络的预测值; ylabel 为神经网络的标签即

Visual
 

3D 仿真的结果。

表 2 所示为 ANN 和 LSTM 模型估计关节力矩

的 RMSE、rRMSE 和相关系数。 结果表明,相对于

ANN 模型,LSTM 模型在估计的精度和相关系数上

都有所提升。 其中,LSTM 模型预测髋、膝和踝关节

力矩 的 rRMSE 分 别 达 到 了 8. 53% ~ 10. 18% 、
14. 32% ~ 16. 78% 和 6. 51% ~ 9. 83% ;相关系数均为

优秀, 分别为 0. 93 ~ 0. 96、 0. 88 ~ 0. 91 和 0. 92 ~
0. 97。 1 个完整步态周期内 ANN 模型和 LSTM 模型

估计的人体右下肢各关节力矩如图 5 所示。

表 2　 ANN 和 LSTM 关节力矩估计精度

Tab. 2　 Accuracy
 

of
 

ANN
 

and
 

LSTM
 

for
 

estimating
 

joint
 

torque

模型
估计

关节

RMSE /

[(N·m)·kg-1 ]
rRMSE / %

 

r

ANN 髋
 

0. 2043 ~ 0. 2632 15. 87~ 17. 32 0. 81 ~ 0. 85

膝
 

0. 0823 ~ 0. 1123 18. 36~ 25. 34 0. 69 ~ 0. 74

踝
 

0. 2158 ~ 0. 2715 14. 11~ 16. 82 0. 76 ~ 0. 82

LSTM 髋
 

0. 1023 ~ 0. 1432 8. 53 ~ 12. 18 0. 89 ~ 0. 95

膝
 

0. 0617 ~ 0. 0936 14. 32~ 18. 78 0. 85 ~ 0. 91

踝
 

0. 0763 ~ 0. 1125 6. 51 ~ 11. 83 0. 90 ~ 0. 97

图 5　 ANN 和 LSTM 右下肢关节力矩估计结果

Fig. 5　 Results
 

of
 

right
 

lower
 

limb
 

joint
 

torque
 

estimated
 

by
 

ANN
 

and
 

LSTM　 ( a)
 

Hip
 

Torque,
 

( b)
 

Knee
 

Torque,
 

(c)
 

Ankle
 

Torque

3　 讨论

　 　 本文提出了基于深度相机采集的人体运动学

数据和神经网络的下肢关节屈伸力矩估计方法,对
比 ANN 和 LSTM 模型的估计效果。 结果表明,
LSTM 具有更好的效果,这可能是因为样本数量较

少,ANN 未能很好拟合出模型。 LSTM 在估计髋、膝
和踝关节力矩时,rRMSE 分别为 8. 53% ~ 11. 18% 、
14. 32% ~ 18. 78% 和 6. 51% ~ 10. 83% ,具有一定的

可行性。
在已有的利用深度相机估计人体下肢关节力

矩的研究中,Pipic 等[21]通过 Azure
 

Kinect 深度相机

和 AnyBody 人体肌肉骨骼模型结合的方式计算

GRF 和关节力矩;该研究计算得到的髋、膝和踝关

节平均 rRMSE 分别为 11. 60% 、13. 30% 和 6. 70% ,
最大 rRMSE 分别达到 31. 9% 、38. 8% 和 18. 6% 。 该

方法的优势在于可以针对每个人建立模型,且不受

步态类型的影响,同时 AnyBody 软件中可以计算各

种步态下的关节力矩。 本文提出的方法在直线行

走步态时下肢屈伸关节力矩估计精度要高于 Pipic
等[21]研究,推测原因如下:①

 

LSTM 模型很适合处

理时间序列相关问题,利用前 20 帧的数据可以确定
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该时间步处于 1 个完整步态的什么阶段,从而更好

估计该时间的关节力矩;②
 

神经网络的输入参数选

择合理,根据动力学模型确定;③
 

建立肌肉骨骼模

型有很多参数需要确定,这些可能造成一定的误

差;神经网络通过真实值和预测值之间的误差来反

向更新网络的权重参数,在一定程度上避免了这一

问题。
本文中提到的方案也存在一定的局限性:①

 

与

利用光学运动捕捉和神经网络估计下肢关节力矩

的研究[11]对比,精度仍差距较大,这可能是由深度

相机对下肢关节角度的测量误差[22-23] 、样本数量较

少和神经网络结构仍有优化空间等原因导致。 在

样本数量充足的情况下,使用一维卷积的卷积神经

网络或者将卷积神经网络和 LSTM 结合可能有更好

的结果[24] 。 ②
 

目前只是在直线行走步态上取得了

较好的精度,还需要增加不同步态(如转弯、变步长

行走和非对称行走等步态)的训练数据,提升神经

网络的泛化能力。 ③
 

由于受试者局限性,只选择了

年龄 19 ~ 21 岁健康人群,在面对不同年龄段或者有

疾病的人群时神经网络模型的泛化能力可能会较

差,需要采集更多不同人群的数据来解决该问题。

4　 结论

　 　 本文提出了一种无接触关节力矩估计方法,基
于深度相机和神经网络实现下肢屈伸关节力矩的

估计。 相较于光学运动捕捉和测力板,该方案中设

备的便携和低成本的特点使其适用场景更为广泛。
实验结果表明,LSTM 模型相比于 ANN 模型具有更

好的估计精度,其估算下肢力矩的精度也超过了现

有的研究。 该方法可以为实验室外估计关节力矩

带来便利,潜在的应用领域包括远程医疗中估计下

肢关节力矩辅助医生判断病人康复状态和估计外

骨骼需要施加的力矩来辅助外骨骼的设计。
利益冲突声明:无。
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